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초 록  본 연구에서는 인공신경망 MLP(Multi-Layer Perceptron)[1]와 비 지배 정렬 유전 알고리즘 

II(NSGA-II)[2]를 활용하여 구조 단면의 강도를 최적화하는 방법론을 제안한다. 목적함수는 재료의 

기하학적 강성을 대표하는 단면 2차 모멘트 Iyy, Izz와 구조 중량과 비례하는 단면적으로 설정하였다. 

MLP의 패턴 인식을 위한 학습 데이터는 LHS(Latin Hypercube Sampling)[3] 기법을 적용하여 

균등하게 확보하였다. 단면 구조 최적화를 위해 NSGA-II를 활용하여 가중 데이터를 구성하였으며, 

1차 Pareto Front만을 표본으로 하여 강화 학습을 수행하였다. 이러한 연구 과정을 통해 인공지능을 

적용한 구조 단면 강도 최적화의 기초적인 방향성을 제시한다. 

 

주요어 : MLP, NSGA-II, 최적화 

 
 

1. 서 론 

 

본 연구에서는 30개의 파트로 구성된 

단면(그림1)을 분석대상으로 한다. 각 

파트의 두께를 11단계로 변화시킴에 따라 

발생하는 Iyy, Izz및 단면적의 변화를 

분석하였다. 이때 발생하는 전체 경우의 

수는 11
30
(약1.74x10

31
)개에 달한다. 연구는 

세 가지 케이스로 나누어 진행되었다. 

Case1에서는 LHS의 표본 수를 점진적으로 

늘려가며 MLP를 학습시키고 예측 오차를 

분석하였다. Case2에서는 NSGA-II를 통해 

도출된 파레토 최적해(Pareto 

Front)데이터를 MLP로 학습하여 그 

예측성능을 검증하였다. 마지막으로 

Case3에서는 LHS, NSGA-II, MLP의 유기적 

조합을 적용하여 최적화 효율을 분석하고, 

이를 바탕으로 구조강도 최적화 프로세스 

개선방안을 제시하였다. 본 연구에 사용된 

모든 알고리즘은 C#언어를 기반으로 직접 

구현하였다.  

Table 1 Case 

Case MLP Training target 

1 Latin Hypercube Sampling 

2 Non-dominated Sorting Genetic Algorithm II 

3 Case1 + Case2 

 

 

 

 

 

Fig. 1 Target section 

 

2. 본 론 

 

LHS 샘플을 10개부터 2배씩 최대 약 260만 

개까지 확장하며 학습시킨 결과, RMS 오차는 

0.5% 이하로 수렴하였다(그림 2a).  
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최적두께 예측은 파트별로 균등하게 

도출되었다(그림2.d). 최적 구조 도출을 

위해 Pareto Front를 5백~1만 회 추출하여 

학습한 결과, RMS 오차는 2% 내외를 

기록하였고(그림 2b) 도심으로부터 최 외각 

파트를 중심으로 두께가 증가하는 양상을 

보였다(그림2.e). 마지막으로 LHS 1만 개와 

Pareto Front 9백~2만 개를 혼합 학습시킨 

경우 RMS 오차는 1% 내외로 수렴함을 

확인하였고(그림 2c) 두께 증가 양상은 

최적화 경향을 유지하며 전반적으로 균일한 

증가를 동시에 유도할 수 있었다(그림 2.f).   

 

3. 결 론 

 

LHS 데이터는 오차율 최소화에는 유리하나 

최적화 지표로 활용하기에는 한계가 있다. 

반면, Pareto Front 데이터는 오차율 개선 

효과는 낮지만 최적화 데이터로서 적합하다. 

다만, 샘플링 개수의 제한으로 다량의 

데이터를 확보하기 어렵다는 단점이 있다. 

 

이에 본 연구에서 제시한 LHS와 Pareto 

Front의 조합 데이터는 오차율 감소와 최적 

형상 유도라는 두 가지 목적을 동시에 

충족한다. 이러한 샘플링 방식의 적절한 

조합을 통해 중량 최소화 및 단면 강도 

최대화라는 다목적 최적화를 구현할 수 있다. 

본 연구는 차량의 일부 단면(30개 파트)에 

국한하였으나, 향후 파트 수를 100개 

이상으로 세분화하거나 차체 전체 단면을 

대상으로 연구 범위를 확장함으로써 설계 

정밀도를 더욱 높일 수 있을 것으로 

기대된다.  
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Fig. 2 RMS error(a, b, c), Thickness optimization(d, e, f) 
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