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초 록  도시철도 승무원의 불규칙한 근무 패턴은 피로 누적을 유발하여 인적 오류 기반 사고의 주

요 원인이 된다. 본 논문은 2022년부터 2025년까지의 실제 승무원 시계열 근무 데이터 및 사고·장
애 데이터를 활용하여, 사고 발생 위험을 사전에 탐지하는 딥러닝 기반 조기 경보 모델을 제안한다. 
이전 30일간의 근무 패턴을 기반으로 당일의 위험도를 예측하는 제안 모델의 실증 평가 결과, 상위 

10% 위험군 타겟팅 시 Recall 48.0% 및 무작위 선별 대비 2배 향상된 운영 효율(Lift)을 달성하였으

며, 베이스라인 대비 2.7배 우수한 PR-AUC 성능을 입증하였다. 본 연구는 시계열 이상 탐지 환경

에서의 불균형 데이터 처리 방법론을 제시함과 동시에, 최소한의 안전 관리 인력으로 사고 예방 효

과를 극대화할 수 있는 데이터 기반의 실무적 가이드라인을 제시한다.

주요어 : Railway Safety, Crew Fatigue, Time-Series Anomaly Detection, Early Warning System

1. 서 론

서울지하철 1~8호선은 ATS, ATC 또는 ATO 
기반의 유인운전 방식으로 운영되고 있어, 도
시철도 운행의 안전성이 승무원의 신체적·정
신적 상태와 직결된다. 특히 야간 근무를 포

함한 교번 근무로 인한 승무원의 불규칙한 

근무 패턴은 수면 장애와 피로 누적을 유발

하며, 이는 집중력 저하 및 인적 오류(Human 
Error)로 인한 철도 사고·장애의 핵심 원인으

로 지목되고 있다 [1]. 기존의 승무원 피로도 

연구는 주로 설문조사에 의존해 왔으며, 실제 

현장에서도 법적 휴양시간 준수 외에는 개개

인의 자율적 휴양관리에 맡기고 있는 실정이

다. 하지만 이러한 방식은 불규칙하게 누적되

는 개개인의 피로도를 반영하여 당일 근무의 

위험도를 평가하기에 한계가 있다.
최근 도시철도 환경에서 딥러닝 이상 탐지

를 활용한 선제적 안전 관리 연구가 활발히 

진행되고 있다 [2]. 그러나 철도 사고 데이터

는 정상 운행 건수 대비 실제 사고 발생 건

수가 극히 적은 데이터 불균형 특성을 가진

다. 본 연구는 승무원의 시계열 근무 다이아 

데이터를 활용하여 당일의 사고 발생 위험도

를 예측하는 조기 경보 모델을 제안한다. 극
단적 불균형 데이터를 처리하고 예측 성능 

극대화를 위한 딥러닝 기반 방법론을 제시하

며, 실제 현업 데이터를 바탕으로 모델의 실

효성을 검증한다.

2. 연구방법

2.1 데이터 구성

서울교통공사 15개 승무사업소의 2022년부

터 2025년까지 실제 승무원이 근무한 데이터

를 활용하여 연구를 수행하였다. 신입사원과 

퇴직자를 포함한 총 3,706명의 승무원을 대상

으로 약 540만 개의 근무가 생성되었으며, 사
고 데이터는 철도안전법 및 서울교통공사 규

정에 따른 분류 기준을 적용하여 승무원별로 

표시하였다. 사고 위험의 조기 경보를 위해, 
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피로 전조 증상이 발현되는 사고 발생 전 2
일까지의 근무도 사고일로 편입하였다. 이를 

통해 사고 데이터를 114건에서 268건으로 확

장하여 학습 및 예측을 수행하였다. 데이터 

구성을 Table 1에 나타내었다. 

Table 1 Overview of the Dataset

2.2 제안 모델 구조

승무 데이터의 시계열적 특성과 피로 누적 

패턴 학습을 위해 LSTM 기반 예측 모델을 

제안한다. 30일 치의 107차원 시퀀스 데이터

를 입력으로 받는 2-layer LSTM 모델을 설계

하였으며, Dropout을 적용해 과적합을 방지했

다. Binary Cross Entropy loss(pos_weight=100)를 

사용하였으며, 재현율에 더 높은 비중을 주기 

위해 식 (1)의 F2-score를 사용하였다 [3].

       ×Pr × Pr× 
     (1)

2.3 평가지표 및 검증 방법

본 연구의 타겟 데이터는 Test set에서 사고 

발생률이 약 0.00556%에 불과한 극단적 

불균형 특성을 가진다. 따라서 Accuracy 대신 

오탐(False Positive)에 민감한 PR-AUC를 

채택하였으며, 모델의 현장 실효성을 

평가하기 위해 식 (2)의 Lift 지표를 

도입하였다 [4]. 또한 현업 승무원 지도 가용 

인력을 승무원의 10%로 가정하여 위험 

그룹의 임계치를 Test set에 적용하였다.

  Pr 
   (2)

3. 실험 및 결과

3.1 예측 성능 평가

Test dataset 평가 결과를 Table 2에 

나타내었다.
제안 모델의 PR-AUC는 0.00015로 무작위 

예측 기준 대비 약 2.7배 향상된 탐지 성능을 

기록하였다. 또한 검증 단계에서 도출한 상위 

10% 기준의 고정 임계값을 테스트 기간에 

적용했을 때, 발생 가능한 전체 사고의 

48.00%를 사전에 탐지하는 높은 재현율을 

달성하였고, 무작위 점검 대비 안전 관리 

효율(Lift)은 2.0배 상승하였다. 해당 임계값을 

적용한 테스트 기간의 실제 경보 발생률은 

24.23%로 확인되었다.

Table 2 Performance evaluation

4. 결 론

본 연구는 승무원 다이아를 분석하여 피로 

누적에 따른 인적 오류 기반 사고 위험을 

예측하는 딥러닝 조기 경보 모델을 

제안하였다. 운영 관점에서 본 모델을 도입 

시 선별된 고위험군을 집중 관리함으로써 

전체 사고의 48%를 사전에 방어하고 2배의 

관리 효율을 달성할 수 있다. 결론적으로 본 

연구는 최소한의 안전 인력으로 사고 예방 

효과를 극대화할 수 있는 데이터 기반의 

실무적 가이드라인을 제공하였다.
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Category Details & Specifications
Scale 5,414,466 rows / 3,706 crews (2022–2025)
Split Train: ~'24.12 / Val: ~'25.04 / Test: ~'25.12

Input 
Features

(107)

 - Target (1): Accident labels
 - Context (12): Crew ID and cyclical time
 - Workload (14): Daily metrics, fatigue
 - Group (80): 15 operation centers and 65 

duty groups (One-hot)
Metrics Random Proposed

PR-AUC 0.0000556 0.00015
Recall 10% 48%

Lift 1.0x 2.0x


